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Abstract
我们提出了一种免训练的方法，通过使用正交匹配追踪（OMP）重构未见过的词元嵌入，从

而在预训练的大型语言模型（LLMs）中移植分词器。具体来说，我们将每个超出词汇范围的词
元近似为共享词元的稀疏线性组合，分为两个阶段：首先，使用一个包含共享锚点词元的小字典
计算每个新词元在捐赠者嵌入空间中的表示，然后将这些相同的稀疏系数转移回基础模型的嵌
入空间。在两个具有挑战性的分词器跨越任务——Llama → 、Mistral NeMo（12B）和 Qwen
→ Llama（1B）上，我们展示了 OMP 在多个基准测试中实现了最佳零样本保留基础模型性能，
而其他零样本方法则显著下降。与基线（零初始化、均值初始化，以及现有方法如 WECHSEL、
FOCUS、ZETT）相比，OMP 始终实现最佳整体性能，有效弥合了大型分词器差异而无需梯度
更新。我们的分析进一步识别出不匹配的数值分词方案是保留数学推理能力的关键挑战。这一技
术使得通过新的分词器直接重用预训练模型权重成为可能，促进分词器跨越知识蒸馏、探索性解
码、融合、合并和领域特定词汇适应。我们将这种方法集成到开源 mergekit-tokensurgeon 工
具中，以便进行后期词汇对齐。

1 介绍
大型语言模型（LLMs）通常受到预训练过程中选择的分词器的限制，该分词器定义了用于处理文
本的固定词汇。然而，这些词汇并不是通用的；它们可能对其他语言、方言或领域进行次优的分
词 [31, 9] 。虽然在训练后替换模型的分词器在许多情况下是非常可取的，但在不降低性能的情况
下这样做仍然是一个艰巨的技术挑战。
核心难点在于新标记的嵌入初始化。简单的初始化可能显著降低性能 [26, 12] ，而继续预训练

以学习新的嵌入可能代价过高 [4, 2] 。同时，现有的零样本启发式方法效果不均衡，并可能导致在
诸如问答或推理等任务上出现较大的性能下降 [9, 16] ，特别是当诸如数字标记化方案等基本表征
结构在模型之间不同的时候。
这种词汇不匹配在几个重要场景中产生了实际障碍。在推测解码时 [22, 1] ，一个小模型提出部

分输出供一个较大模型验证，这需要对齐的分词器进行直接对数比较。知识蒸馏 [17] 同样需要匹
配的词汇表来在教师和学生间转移令牌级监督 [3] 。模型集成或合并 [13] 假设令牌映射到相同的
嵌入维度，不同的分词器阻碍了直接输出组合。一种有效的无需重新训练的事后分词器转移方法将
解锁这些能力，大大扩展现有模型的应用。
在本文中，我们提出了一种完全无训练的“分词器移植”方法，其中我们使用正交匹配追踪

(OMP) 在基础模型的嵌入空间中重构新词汇的嵌入。我们的核心见解是将每个新标记的供体嵌入
表示为共享标记嵌入的稀疏组合。然后移植变得直截了当：我们在基础模型的嵌入空间中复制相同
的稀疏系数。这会产生一个新的词汇嵌入矩阵，与新分词器对齐但与基础模型的嵌入几何保持一致。
我们在两个跨标记器实验中评估了基于 OMP 的移植：Llama → Mistral NeMo（12B）和

Qwen → Llama（1B）。在这两种情况下，OMP 在分类、推理和困惑度基准上的模型性能保持
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得远比简单启发式方法（零、均值）或其他零次初始化方法要好得多。我们将这一策略整合到
mergekit-tokensurgeon 开源工具包中，使其能够在跨标记器知识蒸馏、推测解码流水线或领域
词汇扩展中立即使用，而无需重新训练。

贡献

1. 我们提出了一种在嵌入空间中使用正交匹配追踪的无训练标记器移植方法。
2. 我们在 Llama → Mistral NeMo 和 Qwen → Llama 任务中展示了优于现有方法的零样本性能。
3. 我们识别并分析了不匹配的数值标记化方案对数学推理性能的显著负面影响，强调了零次移植
的一个关键局限性。

4. 我们强调了基于 OMP 的移植如何解决跨标记器使用案例中的关键瓶颈（例如，教师-学生蒸馏、
推测解码或领域扩展）。

5. 我们提供了一种高效的增量 QR OMP 实现，并在 mergekit-tokensurgeon 中发布以确保可重
复性。

2 相关工作
在模型适配中为新的或未见过的标记分配嵌入是一个研究得较为透彻的问题。简单的（随机/零）
初始化通常会显著降低性能。更复杂的方法通常通过平均或组合旧词汇表中的子词片段来计算嵌
入。例如，Minixhofer et al. [26] 提出了 WECHSEL，使用双语词嵌入将一个语言的子词片段映射
到另一个语言，然后继续进行预训练以完善新的嵌入。类似地，Dobler and de Melo [9]（FOCUS）
和 Ostendorff and Rehm [28] （CLPTransfer）基于重叠标记进行初始化，给予权重以近似新的标
记分布。这些方法能够生成更好的初始嵌入，但通常仍然依赖于某种持续训练以恢复原始模型的性
能。相比之下，我们的方法无需进一步训练即可获得高质量结果。此外，OMP 生成带符号的系数，
因此探索更大的线性子空间，而不是限制在锚点的凸包上。

零样本分词器迁移。 ZeTT [27] 为任意标记器训练了一个超网络，在元训练后可以零样本应用。
其他工具 [18, 13] 复制或平均现有的嵌入。我们的工作与这些方法的目标一致，即最少或不需要额
外训练，但使用正交匹配追踪（OMP）来在现有嵌入的稀疏集中锚定新的标记嵌入。该方法产生更
准确的近似，特别是在词汇量差异较大的情况下，并且不需要元训练的超网络。

稀疏近似技术。 正交匹配追踪（OMP） [30] 是一种用于稀疏重建的标准技术，在信号处理和字
典学习中被广泛使用。尽管在自然语言处理领域的使用有限 [24, 32] ，但据我们所知，它还没有被
用于跨标记器的嵌入转移。我们的方法是首次将 OMP 应用于跨标记器嵌入对齐的解决方案。

3 方法论

3.1 问题设置和符号
设 Mbase 是一个预训练的基础模型，具有词汇表 Vbase 和嵌入矩阵 E(base) ∈ R|Vbase|×dbase 。我
们希望将其词汇表替换为来自另一个模型 Mdonor 的 Vdonor ，该模型具有嵌入矩阵 E(donor) ∈
R|Vdonor|×ddonor 。注意，ddonor 可能与 dbase 不同。我们用 V∩ = Vbase ∩ Vdonor 表示共享（重叠）的
标记集合。

2

www.xueshuxiangzi.com



Algorithm 1 用于供体空间近似的 OMP
Require: Dictionary Φ =

[
e
(donor)
j

]
j∈V∩

∈ Rd×|V∩| , target v = e
(donor)
t ∈ Rd , sparsity k .

Ensure: A set of k indices Λ and sparse coeffs x ∈ R|V∩| .
1: Initialize Λ← ∅ , r ← v .
2: for i = 1 . . . k do
3: λ∗ ← arg max

j∈V∩

∣∣∣⟨r, ϕj⟩
∣∣∣

4: Λ← Λ ∪ {λ∗}
5: Solve xΛ = arg minxΛ

∥ v − ΦΛxΛ∥22
6: r ← v − ΦΛxΛ

7: end for
8: return (Λ, x) where x is zero outside Λ

情况 1：共享标记。 如果 t ∈ V∩ ，我们只需将 e
(base)
t 复制到新的嵌入矩阵 E(new) 。

当 t /∈ Vbase 时，我们有一个捐赠者嵌入 e
(donor)
t ，但没有对应的 e

(base)
t 。我们必须通过参考两

个词汇表中都存在的锚定词来近似 e
(base)
t 。换句话说：

e
(donor)
t ≈

∑
j∈A

αj e
(donor)
j , A ⊆ V∩, |A| ≤ k,

然后我们放置
e
(new)
t =

∑
j∈A

αj e
(base)
j .

在这里，k 是选择的稀疏级别（例如，8、32、64），A 是在捐赠者的嵌入空间中由 OMP 求解器选
择的小集合锚定词。通过在基模型的空间中应用这些系数，我们创建新的嵌入 e

(new)
t 。由于仅传递

与单位无关的系数向量 α ，因此不依赖于匹配的嵌入维度。

3.2 正交匹配追踪
正交匹配追踪 [30] 是一种贪婪算法，它通过字典 Φ 中的列来构建目标向量 v 的稀疏表示。在我们
的设置中：

v = e
(donor)
t ∈ Rddonor , Φ =

[
e
(donor)
j

]
j∈V∩

∈ Rddonor×|V∩|.

我们希望
min

x∈R|V∩|
∥v − Φx∥2 subject to ∥x∥0 ≤ k.

OMP 迭代选择与当前残差最相关的字典列，更新部分最小二乘解，并细化残差。经过 k 步骤后，
我们得到一小组锚点索引 Λ 加上非零系数 xΛ 。算法 1 展示了该过程。
每次迭代求解最小二乘问题可能会很昂贵。我们采用 ΦΛ 的增量 QR 分解来更有效地更新解决

方案。
与其在每次迭代中从头解决最小二乘问题，我们保留了已选定的 Φ列的 QR分解，并在添加新列

时逐步更新给定的 Φt−1 = Qt−1Rt−1 。当我们添加列 ϕλt
时，我们：（1）计算 q̂ = ϕλt

−Qt−1Q
T
t−1ϕλt

（与现有列正交的分量）；（2）归一化以获得 qt = q̂/∥q̂∥2 ；（3）用 qt 扩展 Qt−1 并据此更新 Rt−1 。
为了数值稳定性，我们以固定的间隔再正交化，但需注意的是 OMP 的原子选择本身很好地避免了
灾难性消除——是否再正交化的结果仅在浮点精度上有所不同。
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这种方法将每次迭代的复杂度从 O(td2) 降低到 O(td) ，使得该算法在大量锚点的情况下是实用
的。
在获得稀疏系数 xΛ 后，我们对所有未见过的标记 t /∈ Vbase 重复此操作，而共享标记 t ∈ V∩ 则

简单地复制其现有的基础嵌入。最后，我们用 E(new) 替换原始嵌入矩阵 E(base) ，确保模型现在匹
配捐赠者分词器的词汇表和 ID 映射。

3.3 通过近似正交对齐进行几何验证
我们方法的基本原理依赖于嵌入对齐和稀疏恢复的两个原则：

近似正交等价 独立训练的嵌入空间（例如，单词或 LLM 标记 [20, 21] ）常常通过一个近似正交
变换 U ∈ Rdbase×ddonor （其中 UU⊤ ≈ Idbase ，U⊤U ≈ Iddonor ）在其共享子空间上对齐 [7] 。因此，
对于 j ∈ V∩ ，U e

(donor)
j ≈ e

(base)
j ，这意味着 U 应用于捐赠者嵌入的线性组合近似于基空间中相

同的组合。

稀疏重建稳定性。 正交匹配追踪 (OMP) [30, 33] 可以可靠地从少量字典原子中重构目标向量，
如果字典表现出适度的不相干性或限制等距性质。如果 e

(donor)
t ≈

∑
j∈A αj e

(donor)
j ，OMP 能以证

明的小误差找到 {αj} 。∥e(donor)
t −

∑
j∈A αj e

(donor)
j ∥2 。

将这些结合起来，如果 e
(donor)
t ≈

∑
j∈A αj e

(donor)
j ，应用 U 会得到：

U e
(donor)
t ≈

∑
j∈A

αj U e
(donor)
j ≈

∑
j∈A

αj e
(base)
j = e

(new)
t .

因此，将 OMP 派生的系数移植到基础模型的嵌入空间中，隐式地执行了一个最小二乘投影和一个
近似正交对齐。
这为我们方法的有效性提供了一个概念上的解释，尽管我们没有证明（或寻求证明）这种对齐

普遍存在，但实证结果表明它在实践中成立。

4 实验与结果
我们在两种交叉分词器设置上评估我们基于 OMP 的方法：

• Llama → Mistral NeMo（12B）：Llama 3 的 [14] ∼ 128k 词汇 transplanted into a 12B Mistral
NeMo，which has ∼ 131k tokens。重叠：∼ 71k tokens（∼ 54% ）。

• Qwen → Llama (1B)：Qwen 2.5 的 [34] ∼ 152k 词汇移植到一个拥有 ∼ 128k 词汇的 1B 参数
Llama 3 模型中。重叠：∼ 110k 标记 ( ∼ 86% )。

在每一种情况下，我们比较：
我们在 WikiText 上评估困惑度，并在 MMLU [15] 、ARC [5] 、GSM8K [6] 、LAMBADA [29] 、

XNLI [8] 和 Paws-X [35] 等上使用 Eleuther AI 的 LM Evaluation Harness [11] 评估分类或 QA
准确性。对于已发表的基线（如 ZETT、FOCUS、WECHSEL 和 CLPTransfer），我们仅应用了其
提议的嵌入初始化技术，省略了原始方法中建议的任何后续微调或继续预训练步骤，以确保零样本
初始化质量的直接比较。我们还在第 4.4 节中比较了在相同标记预算下的训练后结果。
表 1 总结了评估设置以及通过引导法 [11] 计算的关键基准的主要指标的典型标准误差（stderr）。

这些误差量化了源于评估数据集样本有限大小的不确定性。由于标准误差相对于不同方法之间观察
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到的性能差异始终较小，并且不会影响相对排名或主要结论，为了简明起见，我们在主要结果表
（表 2 、3 、4 、5 ）中省略了它们。

Table 1: 主要基准的评估设置和代表性标准误差（stderr）。
Benchmark Metric Few-shot StdErr
MMLU acc (agg.) 0 0.004
ARC Challenge acc_norm 0 0.014
GSM8K exact_match (flex) 5 0.013
XNLI acc (agg.) 0 0.003
AGIEval acc (agg.) 0 0.005
Lambada (EN) acc 0 0.006
WikiText bits_per_byte 0 N/A*

* LM Eval Harness does not report bootstrapped stderr for perplexity metrics.
‘(flex)’ refers to flexible answer extraction; ‘(agg.)’ is aggregated score.

4.1 Llama → Mistral NeMo（12B）
在 Llama → Mistral NeMo 中，基础 NeMo 模型具有较高的 MMLU 准确率（64.5 %）。表 2 显示，
OMP 与 k = 64 一起将 MMLU 保持在 62.2 %（-3.6 %），而简单基准下降到 ≈ 58%（-9.3 %）。虽
然所有零次试验移植都显著降低了数学任务的表现，但 OMP 整体上仍然是最稳定的。

Table 2: Llama → Mistral NeMo 结果。相对性能变化显示在括号中。
Model MMLU ARC-C XNLI GSM8K AGIEval Lambada WikiText

(EN) (Bits/Byte) ↓
Baseline (Mistral NeMo) 0.6452 0.5811 0.4367 0.5588 0.3752 0.7819 0.5296
OMP-K8 0.6129 0.5179 0.3782 0.1289 0.3137 0.6897 0.7798

( -5.00 % ) ( -10.87 % ) ( -13.39 % ) ( -76.93 % ) (-16.38 %) ( -11.79 % ) ( +47.24 % )
OMP-K32 0.6158 0.5239 0.3780 0.1296 0.3146 0.6905 0.8048

( -4.56 % ) -9.84 % ( -13.44 % ) （-76.80 %） ( -16.15 % ) （-11.69 %） ( +51.95 % )
OMP-K64 0.6222 0.5273 0.3780 0.1463 0.3158 0.6895 0.7417

( -3.57 % ) ( -9.25 % ) ( -13.43 % ) ( -73.81 % ) （-15.83 %） ( -11.81 % ) ( +40.05 % )

FOCUS 0.2299 0.2585 0.3286 0.0076 0.2447 0.0000 5.8441
( -64.37 % ) ( -55.51 % ) ( -24.74 % ) ( -98.64 % ) ( -34.78 % ) ( -100.00 % ) ( +1003.47 % )

ZeroEmbed 0.5852 0.4949 0.3689 0.0334 0.2905 0.6598 0.9881
( -9.29 % ) ( -14.83 % ) ( -15.53 % ) -94.03 % ( -22.57 % ) ( -15.61 % ) ( +86.58 % )

MeanEmbed 0.5936 0.4966 0.3693 0.0523 0.2952 0.6670 0.8993
( -8.00 % ) ( -14.54 % ) （-15.43 %） ( -90.64 % ) ( -21.31 % ) （-14.69 %） ( +69.81 % )
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4.2 Qwen → Llama (1B) 结果
由于非常高的 token 重叠率（约 86 %），Qwen → Llama 移植呈现了一个有趣的情形，这几乎
包括了与像 MMLU 和 ARC 这样的基准相关的所有英语 token。表格 3 显示了关键指标。其中，
ZeroEmbed 和 MeanEmbed 的弹性表明避免由新 token 初始化干扰这些共享嵌入是一个关键因素。
OMP 在这种高重叠场景中巧妙导航。它在 MMLU（36.40 % vs. 36.73 % 基线）和 ARC（36.26 %
vs. 36.26 % 基线）中保持了接近基线的性能，并在 Belebele 中表现强劲，仅在 WikiText 上稍微增
加了困惑度（0.7159 vs. 0.6605 bits/byte）。该性能优于所有更简单的启发式方法。对于 GSM8K，
再次表明所有的零样本方法都严重退化；而 OMP 仍然具有竞争力。

Table 3: Qwen → Llama (1B) 分词器移植性能。
Model MMLU ARC-C GSM8K Belebele WikiText

(Bits/Byte) ↓
Baseline (Llama) 0.3673 0.3626 0.0675 0.2813 0.6605
OMP-K8 0.3641 0.3626 0.0144 0.2687 0.7160

( -0.85 % ) ( +0.00 % ) (-78.65 %) ( -4.46 % ) ( +8.40 % )
OMP-K32 0.3640 0.3626 0.0144 0.2693 0.7160

（-0.89 %） ( +0.00 % ) ( -78.65 % ) ( -4.25 % ) ( +8.39 % )
OMP-K64 0.3640 0.3626 0.0144 0.2704 0.7159

(-0.89 %) ( +0.00 % ) ( -78.65 % ) ( -3.86 % ) （+8.38 %）

CLPTransfer 0.2295 0.2858 0.0000 0.2299 6791.6044
( -37.52 % ) ( -21.18 % ) ( -100.00 % ) （-18.26 %） ( + 1e6 % )

FOCUS 0.2695 0.3549 0.0174 0.2478 0.8870
（-26.62 %） （-2.12 %） ( -74.16 % ) ( -11.91 % ) ( +34.29 % )

WECHSEL 0.2314 0.2389 0.0099 0.2470 3.1852
( -36.98 % ) ( -34.12 % ) （-85.39 %） ( -12.17 % ) ( +382.24 % )

ZETT 0.2634 0.3055 0.0000 0.2480 1.1426
（-28.27 %） ( -15.76 % ) （-100.00 %） ( -11.82 % ) ( +72.99 % )

ZeroEmbed 0.3640 0.3626 0.0144 0.2648 0.7169
( -0.89 % ) ( +0.00 % ) ( -78.65 % ) ( -5.87 % ) ( +8.53 % )

MeanEmbed 0.3641 0.3626 0.0144 0.2577 0.7180
( -0.85 % ) ( +0.00 % ) ( -78.65 % ) ( -8.38 % ) ( +8.70 % )

我们研究了稀疏参数 k 如何影响基准测试中的性能。我们的实验测试了从 k = 8 到 k = 256 的
值。
在 Qwen → Llama 实验中，我们发现超出 k = 16 只带来极小的收益，大多数任务在 k = 32 到

64 范围内表现趋于平稳。例如，对于 k = 8 、k = 32 和 k = 256 ，MMLU 分数分别为 36.41 % 、
36.40 % 和 36.41 % 。
在 Llama → Mistral NeMo 的情况下，我们观察到 k 值较高时有更显著的改进，尤其是在像

GSM8K 这样的数学任务中（在 k = 8 时为 12.89 % 对比在 k = 64 时为 14.63 %）。然而，超过
k = 64 后收益递减。
我们建议使用 k = 64 ，因为它在性能和效率之间提供了最佳平衡。
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4.3 数值性能下降。
在 Llama → Mistral NeMo（表 2 ）和 Qwen → Llama（表 3 ）实验中，一个引人注目的观察是
数学推理性能的显著下降，尤其是在 GSM8K 上（对于 OMP-K64，分别下降了-73.8 % 和-78.7 %，
与基准相比）。我们推测这源于数字标记方案的根本差异。Mistral NeMo 和 Qwen 采用单数字标记
化（例如，“1234”→“1”，“2”，“3”，“4”），仅产生 10 个基础数字标记。相比之下，Llama 3 使
用基于三位数的分块（例如，“1234”→ “123”，“4”），导致数量庞大的数字词汇表（1110 个专用
数字标记）。
在方案不匹配的模型之间进行转换时（如 Qwen → Llama 或 Llama → Mistral NeMo），一模型

的大多数数值符号缺乏直接对应关系，因此必须通过可能的非数字锚点的 OMP 逼近。这很可能在
模型学习的数值表示和操作中引入系统性失真，这些表示和操作可能依赖于与预训练分词方案相关
的特定几何结构。例如，如果模型在一个对数值符号序列敏感的“广义螺旋” [19] 结构上表示数
字，那么通过不匹配方案逼近嵌入（如通过 OMP 使用 Qwen 的‘1’，‘2’，‘3’锚点重建 Llama
的三联数‘123’）可能无法保持这种几何安排，从而削弱算术能力。值得注意的是，在这些不匹配
的场景中，移植的模型经常对多位数问题给出个位数的答案，这表明数学推理能力与预训练期间遇
到的特定分词模式紧密相关。
为了验证这一假设，我们进行了额外的实验，将 Mistral NeMo 的分词器移植到 Qwen 2.5 7B

模型中。至关重要的是，两个模型都使用相同的单数字符号化方案，尽管它们的整体词汇表不同。
如表 4 所示，在这一 Mistral NeMo 到 Qwen 的移植过程中，OMP-K64 在 GSM8K 上的性能仅下
降了-5.6 %（从 82.6 % 降至 78.0 %）。这与数值方案不匹配时观察到的 >70 % 的降幅形成了鲜明
对比。

Table 4: Mistral NeMo → Qwen 的基准测试结果
Model MMLU ARC-C XNLI GSM8K AGIEval Lambada WikiText

(EN) (Bits/Byte) ↓
Baseline (Qwen) 0.7196 0.5137 0.4344 0.8264 0.5639 0.7173 0.5847
OMP-K64 0.7064 0.4872 0.3769 0.7801 0.4423 0.6396 0.6781

( -1.83 % ) （-5.15 % ） （-13.22 %） ( -5.60 % ) ( -21.56 % ) ( -10.82 % ) ( +15.97 % )

MeanEmbed 0.6839 0.4693 0.3560 0.7900 0.4288 0.6309 0.7524
( -4.95 % ) ( -8.64 % ) ( -18.04 % ) ( -4.40 % ) （-23.96 % ） ( -12.04 % ) ( +28.69 % )

ZeroEmbed 0.6874 0.4804 0.3542 0.7779 0.4278 0.6299 0.7722
( -4.46 % ) ( -6.48 % ) ( -18.47 % ) ( -5.87 % ) ( -24.13 % ) （-12.18 %） ( +32.07 % )

CLPTransfer 0.2297 0.2474 0.3326 0.0038 0.2456 0.0000 5.8987
( -68.08 % ) ( -51.83 % ) ( -23.44 % ) ( -99.54 % ) ( -56.44 % ) ( -100.00 % ) ( +908.82 % )

这一结果强烈支持了我们的假设：当数值标记化方案对齐时，OMP 成功地在更大程度上保留了
数学性能。尽管 OMP 能有效地连接一般文本标记的语义表示，但数值表示的结构差异带来了独特
的挑战，这显著影响了算术和定量推理，除非基础的数值标记化策略被保留或极为相似。在移植过
程中可能需要对数值标记进行专门处理，以充分保留任意标记器对间的数学能力。

4.4 持续预训练
虽然我们的方法不需要额外的训练，但我们注意到，部分微调或领域适应可以进一步提高性能。我
们的实验证实，即使是少量的持续训练也有助于在敏感任务（如 GSM8K）上恢复性能，但零样本
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OMP 本身已经优于其他零样本启发式方法。
这些模型在 DCLM [23] 数据集的一个包含二十亿标记的子集上微调一个周期。所有基准模型

都使用 AdamW 优化器和 5e-6 的学习率进行调整。OMP 需要一个更低的学习率为 4e-7。这可能
表明 OMP 初始化的嵌入已经定位良好并对较大的更新敏感。本实验的结果显示在表格 5 中。我
们注意到 OMP 在 XNLI 上的意外轻微降级在 CPT 之后。尽管确切原因尚不清楚，考虑到 XNLI
的跨语言特性和仅包含英文的 CPT 数据集，这可能表明 CPT 微妙地扰乱了针对该特定任务的初
始零次调整，潜在原因可能是由于 OMP 初始化嵌入的敏感性（这可以通过所需的较低学习率得到
证明）。

Table 5: Qwen → Llama 对与未经和经过在 DCLM 数据集上持续预训练的标记器移植方法的性能
比较。灰色部分的百分比显示了与基线模型相比的相对性能变化。对于 WikiText（位/字节），值
越低越好；对于所有其他指标，值越高越好。
Model MMLU XNLI AGIEval LAMBADA Belebele WikiText

(EN) (Bits/Byte) ↓
Baseline 0.3673 0.4086 0.2690 0.6204 0.2813 0.6605
Zero-Shot
ZETT 0.2634 0.3437 0.2487 0.3460 0.2480 1.1426

( -28.3 % ) ( -15.9 % ) ( -7.6 % ) （-44.2 %） ( -11.8 % ) ( +73.0 % )
FOCUS 0.2695 0.3578 0.2577 0.5936 0.2478 0.8870

( -26.6 % ) ( -12.4 % ) (-4.2 %) ( -4.3 % ) （-11.9 %） ( +34.3 % )
OMP-K64 0.3640 0.3430 0.2605 0.6200 0.2704 0.7159

( -0.9 % ) （-16.1 %） ( -3.1 % ) ( -0.1 % ) ( -3.9 % ) ( +8.4 % )

With Continued Pre-Training
ZETT-DCLM-2B 0.3151 0.3784 0.2638 0.6115 0.2725 0.6819

( -14.2 % ) ( -7.4 % ) ( -1.9 % ) ( -1.4 % ) ( -3.1 % ) ( +3.2 % )
FOCUS-DCLM-2B 0.3444 0.3750 0.2579 0.6198 0.2559 0.6733

( -6.2 % ) ( -8.2 % ) ( -4.1 % ) ( -0.1 % ) （-9.0 %） ( +1.9 % )
OMP-K64-DCLM-2B 0.3725 0.3388 0.2604 0.6185 0.2724 0.6730

( +1.4 % ) ( -17.1 % ) （-3.2 %） （-0.3 %） ( -3.2 % ) （+1.9 %）

4.5 计算效率。
除了性能指标之外，分词器移植的实际效用还依赖于其计算成本。我们测量了 Qwen→ Llama (1B)
任务的大致执行时间，该任务涉及大约 ∼ 41,000 个标记。OMP 证明效率极高：在单个 H100 GPU
上，仅需 38 秒（有 k = 8 ）和 74 秒（有 k = 32 ）。像 ZeroEmbed 和 MeanEmbed 这样的简单
方法几乎没有计算成本（在 CPU 上几乎是瞬间的）。相比之下，其他一些复杂的零样本方法要求
更高：CLPTransfer 在 CPU 上大约需要 9 小时，而 FOCUS 花费的时间相近（具体时间没有记录，
但观察到是相似的）。ZeTT 涉及一次性的大规模元训练成本（在我们的设置中，在 8x H100 GPU
节点上需 39 小时），随后是快速的每模型应用步骤（在单个 H100 GPU 上执行此任务仅需 2 分
钟）。这种比较突出了 OMP 的优势，作为一种真正事后、轻量级的解决方案，可以在无需大量预
计算或运行时的情况下实现快速部署。
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5 讨论
为什么 OMP 效果很好？ 词嵌入空间表现出近似的局部线性和类比结构 [25] ，而大语言模型嵌
入在高维中形成紧密的语义聚类 [10] 。OMP 利用这两点事实：通过贪婪地选择共享锚嵌入的签
名，k -稀疏编码，它在不进行任何梯度更新的情况下捕捉到未见标记的主导语义方向。

应用

1. 跨分词器知识蒸馏。教师和学生常常在词汇上存在差异；通过将教师的分词器移植到学生身上，
我们可以对匹配的词元 ID 直接应用交叉熵或基于 logit 的蒸馏。

2. 推测性解码。 [22] 较小的“草稿”模型必须与较大的“验证器”模型共享词汇表。基于 OMP
的移植允许在不考虑原始词汇表的情况下使用任意模型对。

3. 领域词汇扩展。OMT 可以被用于为新的领域专用词语（例如，医学、化学、代码或多语言）初
始化嵌入，而不是完全替换，通过从现有锚点重建它们。这增加了最小的开销并保留了现有的性
能。

局限性和未来工作。 我们的方法依赖于在 V∩ 中至少有一些重叠；如果不存在重叠，则该方法无
法应用——不过由于任何现代字节级或完整的 Unicode 分词器都会为每个码点序列分配一些 ID，
在实践中 |V∩| > 0 。结构上不同的数字分词方案（如数字聚类或从右到左与从左到右的分段）可能
会显著降低数学任务的效果。在我们发现这一关键限制的基础上，未来工作的一个关键方向是开发
混合移植策略。这种策略将利用 OMP 处理一般词汇，同时采用专门为弥合这些结构性表示差距而
设计的数字标记处理。其他途径包括为几乎不相交的词汇开发弥合策略或应用其他稀疏编码技术。
我们工作的主要动机是提高预训练语言模型在知识蒸馏、有效的投机解码和特定领域适应等有

益应用中的灵活性和可重用性。通过实现无需训练的分词器移植，我们旨在降低技术壁垒，促进这
些领域的创新。
然而，与任何提高模型修改和互操作性便捷性的技术一样，也存在潜在的负面社会影响需要考

虑。虽然我们的方法本身并不会在模型中创造新的恶意能力，但它可能会无意中降低将现有模型用
于非预期或有害目的的技术或计算障碍。例如：

• 促进有问题模型的适应：如果一个基础模型具备可能被滥用的能力（例如，生成复杂的虚假信
息、表现出强烈的偏见或产生不安全的内容），我们的技术可能会使恶意行为者更高效地将这种
模型适应新词汇或将其集成到有害的流程中。无训练的方法降低了通常与此类重新分词工作相
关的成本和专业知识要求。

• 偏差和伤害的传播：移植过程直接转移了学习的表示。如果基础模型包含未被缓解的偏差或安
全缺陷，当其词汇被修改时，这些偏差或缺陷可能会无缝传播，如果不进行仔细评估，可能会影
响移植的分词器所针对的新语言或领域。

必须强调，部署 LLM 相关的伦理责任仍由开发者和用户承担。我们的工具是一个在现有模型上运
行的组件，责任在于用户，以确保基础模型被负责任地使用，并且任何通过标记器移植产生的模型
在部署之前都得到了彻底的安全性、公平性和其预期应用的评估。我们提倡继续研究针对所有语言
模型的强大评估技术和保护措施，无论其标记化方案如何。

6 结论
我们引入了一种无训练的分词器移植方法，利用在共享标记嵌入上的正交匹配追踪。我们的实验表
明，OMP 能比简单的启发式方法更好地保持困惑度和分类准确性，从而在新分词器下方便地重用
预训练的 LLM 权重。此方法通过消除词汇不匹配而无须额外训练，解锁了关键应用（跨分词器蒸

9

www.xueshuxiangzi.com



馏、推测、领域扩展）。我们的实现已在 mergekit-tokensurgeon 中公开可用，邀请更广泛的采用
和未来的增强。通过强调嵌入空间中稀疏近似的力量，我们希望激发对预训练 LLM 的进一步模块
化、后期增强。
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A 附录

A.1 标记分解示例
这些例子展示了在嵌入空间中，符号如何被表示为其他符号的线性组合。

Token Sparse Linear Decomposition

UTF8gbsn
读者

≈ ‘ readers’ × 0.147 + ‘ reader’ × 0.129 + ‘UTF8gbsn 作者’ × 0.126 +
‘UTF8mj �’ × 0.139 + ‘UTF8gbsn 学生’ × 0.111 + ‘ retail’ × 0.112 +
‘ visually’ × 0.107 + ‘UTF8mj 讀’ × 0.149

UTF8mj �
���

≈ ‘UTF8mj ���’ × 0.142 + ‘UTF8mj ��’ × 0.122 + ‘UTF8mj ��’
× 0.101 + ‘UTF8gbsn らず’ × 0.094 + ‘Despite’ × 0.090 + ‘UTF8gbsn
のに’ × 0.106 + ‘ ��������’ × 0.090 + ‘-D’ × -0.073

UTF8gbsn
它是

≈ ‘UTF8gbsn 它’ × 0.245 + ‘UTF8gbsn 是’ × 0.126 + ‘UTF8gbsn 这是’
× 0.154 + ‘ { } :’ × 0.111 + ‘ Exist’ × 0.106 + ‘metro’ × 0.108 +
‘cht’ × -0.095 + ‘UTF8gbsn 地说’ × 0.091

‘ várias’ ≈ ‘ varias’ × 0.208 + ‘ diversas’ × 0.151 + ‘ muit’ × 0.125 + ‘ varios’
× 0.161 + ‘ uma’ × 0.089 + ‘ various’ × 0.090 + ‘ários’ × 0.097 + ‘
Brief’ × -0.077

UTF8gbsn
消費者

≈ ‘ consumers’ × 0.122 + ‘UTF8gbsn 市場’ × 0.099 + ‘UTF8mj ��’ ×
0.113 + ‘UTF8gbsn企業’ × 0.101 + ‘ Consumers’ × 0.112 + ‘UTF8gbsn
篇’ × -0.072 + ‘ visitors’ × 0.080 + ‘ portions’ × -0.078

UTF8gbsn
营利

≈ ‘-profit’ × 0.141 + ‘UTF8gbsn 莉’ × 0.124 + ‘.ylim’ × 0.127 + ‘
lucrative’ × 0.130 + ‘.Windows’ × 0.097 + ‘ purpos’ × 0.147 + ‘UTF8gbsn
营’ × 0.095 + ‘-selling’ × 0.106

UTF8gbsn
专家

≈ ‘ experts’ × 0.166 + ‘ expert’ × 0.163 + ‘UTF8gbsn 教师’ × 0.119 +
‘UTF8gbsn 主任’ × 0.118 + ‘UTF8gbsn 政策’ × 0.095 + ‘ Scientists’ ×
0.125 + ‘UTF8gbsn 咨询’ × 0.105 + ‘UTF8gbsn 资产’ × 0.098

UTF8gbsn
必要があり
ます

≈ ‘UTF8gbsnできます’ × 0.197 + ‘UTF8mj����’ × 0.164 + ‘ ����������’
× 0.114 + ‘ harus’ × 0.092 + ‘UTF8gbsn べき’ × 0.126 + ‘However’ ×
0.086 + ‘ dispositivo’ × 0.115 + ‘ muss’ × 0.092

UTF8gbsn
氟

≈ ‘ fluoride’ × 0.123 + ‘UTF8gbsn 弗’ × 0.150 + ‘ lithium’ × 0.141 +
‘UTF8gbsn 氧’ × 0.112 + ‘ ’ × 0.139 + ‘ ann’ × -0.103 + ‘ fluor’ ×
0.134 + ‘ dynam’ × -0.098

‘geführt’ ≈ ‘ gemacht’ × 0.161 + ‘führt’ × 0.202 + ‘UTF8mj ��’ × 0.097 +
‘geben’ × 0.088 + ‘UTF8gbsn であり’ × 0.076 + ‘chnitt’ × 0.089 +
‘iliated’ × 0.077 + ‘ Sch’ × -0.061

Figure 1: Qwen 2.5 词汇中选定标记的稀疏线性分解。每个标记被分解为 k = 8 个基础标记的加权
和，系数根据大小着色（绿色为正，红色为负）。

A.2 使用的资产和软件
表 6 详细列出了本研究中使用的关键模型、数据集（除文中引用的标准基准测试外）和软件库，以
及它们的来源和许可证，以帮助重现。标准评估基准测试如 MMLU、ARC、GSM8K 等，在正文

14

www.xueshuxiangzi.com



中被引用，并通过 LM Evaluation Harness 访问。

Table 6: 关键资产和使用的软件概述。
Asset Name Creator / Origin Version / Identi-

fier
Source / Access License

Models
Llama 3.2 1B Meta AI [14] Sept. 2024 re-

lease
https://
huggingface.co/
meta-llama/Llama-3.
2-1B

Llama 3
Community
License

Qwen 2.5 7B Alibaba [34] Sept. 2024 re-
lease

https://
huggingface.co/
Qwen/Qwen2.5-7B

Apache 2.0

Mistral NeMo
12B

Mistral AI July 2024 re-
lease

https://
huggingface.
co/mistralai/
Mistral-Nemo-Base-2407

Apache 2.0

Software
transformers Hugging Face 4.50.0 pip install

transformers==4.50.0
Apache 2.0

LM Eval Har-
ness

EleutherAI [11] 0.4.8 pip install
lm-eval-harness==0.4.8

MIT License

mergekit Arcee AI [13] Hash: 4da40d2 https://github.com/
arcee-ai/mergekit

BuSL-1.0

axolotl Axolotl AI 0.8.1 pip install
axolotl==0.8.1

Apache 2.0
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