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ABSTRACT

本报告提出了一个统一的基于指令的框架，用于学习优化信息检索（IR）和非 IR任务的广
义文本嵌入。我们的方法基于一个仅解码的大型语言模型（Mistral-7B）构建，结合了上下
文学习、软监督和自适应的困难负样本挖掘，生成上下文感知的嵌入，而无需针对任务的微
调。结构化的指令和少量示例用于指导模型跨越多样化的任务，使其在分类、语义相似性、
聚类和重排序基准测试中表现出色。为了改善语义区分，我们采用了一个软标签框架，其中
从高性能密集检索器和重排序器中提取的连续相关性评分被用作细粒度的监督信号。此外，
我们引入了自适应基于边距的困难负样本挖掘，该方法根据样本与正样本的相似性过滤出
语义模糊的负样本，从而增强训练的稳定性和检索的鲁棒性。我们的模型在新引入的MTEB
（英语，v2）基准测试中进行了评估，覆盖了七个类别下的 41个任务。结果表明，我们的方
法具有强大的泛化能力，并在 Borda评分中名列表现最佳的模型之一，优于一些更大或完全
微调的基线。这些发现突出了结合上下文提示、软监督和自适应采样以进行可扩展、高质量
嵌入生成的有效性。

1 引言

文本嵌入被用作多种自然语言处理（NLP）任务的基础表示，包括检索、分类、重排序和语义相似性。随着
大型语言模型（LLM）的兴起，最近的研究越来越多地集中在将 LLM适应为通用文本编码器。现有的方法
如 Llama2Vec [1]、E5-Mistral [2]和 NV-Embed [3]通过使用合成数据、架构修改以及精心设计的池化策略
对仅解码器 LLM进行微调，展示出明显的性能提升。然而，这些模型通常依赖于全模型微调或结构性变化，
这可能会限制可扩展性并忽视 LLM固有的泛化能力。

针对这些限制，人们对使用上下文学习（ICL）生成嵌入而不修改模型权重表现出了浓厚的兴趣。最近的方
法如 BGE-en-icl [4]表明，结构化提示和少量示例可以有效地指导 LLMs在各种任务中生成高质量的嵌入。
这一范式转变强调了灵活性和资源效率，使得模型能够通过最小的调整适应多种使用场景。

另一个挑战涉及到用于监督模型训练的标签和信号的可靠性。传统的对比学习方法经常受到噪音或不充分的
标签的影响，特别是由于存在错误的负例。为了解决这个问题，我们通过从高性能检索管道中提取连续值相
关性评分来结合软标签策略。这些软目标提供了细致的语义信号，指导模型更好地与人类的相似性判断对
齐。此外，我们采用自适应硬负挖掘技术，根据负例与对应正例的相似度动态选择信息量大的负例，减少语
义重叠样本的影响。

在本研究中，我们提出了 LG-ANNA-Embedding，一种建立在 Mistral-7B基础上的通用嵌入模型，并通过上
下文学习、软监督和自适应硬负采样进行增强。我们的方法在不修改底层模型架构的情况下，实现了对广泛
的检索和非检索任务的强大泛化能力。评估基于新引入的MTEB（英语，v2）基准 [5]，我们的模型在 41项
不同任务中表现出竞争力，在 Borda得分排名中位居前列。我们的研究结果强调了结合上下文大语言模型功
能与高质量训练信号以实现可扩展且准确嵌入生成的有效性。

最近的研究越来越多地探索使用大型语言模型（LLMs）作为文本嵌入任务的骨干编码器。这一转变在
Llama2Vec等模型中得到了体现，该模型引入了两个预训练目标，以更好地使 LLMs与嵌入任务对齐，从而
在 BEIR等检索基准上取得了显著的性能提升。然而，其在MTEB排行榜上的表现仍然相对温和。其他模型
如 E5-Mistral、Linq和 Gecko利用大规模合成数据有效地微调 LLMs，在检索和非检索任务中都取得了优异
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的结果。NV-Embed通过引入潜在注意力池化机制和两阶段训练策略以减轻假阴性，进一步推进了这项工作，
从而显著提高了检索的鲁棒性。

尽管基于 LLM的嵌入模型表现强劲，之前的方法通常依赖于架构的修改——例如用双向机制替换单向注意
力——或是对整个模型进行微调。这些策略尽管有效，但往往忽视了 LLM固有的泛化能力，并需要大量的
计算资源。然而，最近已经转向利用上下文学习（ICL）作为一种更高效的替代方法。像 BGE-en-icl [4]这样
的模型表明，可以使用特定任务的提示和演示来调节 LLM进行嵌入生成，而无需修改模型权重。这一新兴
的范式凸显了 ICL的潜力，可以构建灵活和自适应的嵌入系统，使其在任务间具有良好的泛化能力，同时尽
量减少训练和部署的成本。

近来在嵌入模型训练方面的进展强调了软标签和硬负采样的重要性。特别是，从高容量重排序模型中获得的
软监督信号（通常通过教师-学生框架实现）已被证明在引导嵌入模型更好地与语义相似性目标对齐方面是
有效的。同时，硬负采样策略在缩小正负对之间的语义差距和减轻对比学习过程中假负样本的风险方面起到
了关键作用。基于这些见解，我们的目标是开发一种广义嵌入模型，通过利用上下文学习来保留 LLM的固
有优势。我们的方法无需进行架构修改或大规模微调，旨在实现对检索和非检索任务的强适应性，同时保持
训练和部署的效率。

2 训练数据集

检索数据集 根据在英文MTEB排行榜上表现优秀的模型所采用的常见方法 [5]，我们使用了一组公开可用
的检索数据集，包括MSMARCO [6]、HotpotQA [7]、Natural Questions [8]、SQuAD [9]、ELI5 [10]、ArguAna
[11]、FiQA [12]、FEVER [13]、Quora Duplicate Questions [14]。这些检索数据集不仅标注了硬标签，如正
负对，还通过软标签进行了增强，软标签将在下节详细描述 ??。此外，它们还通过复杂的硬负采样策略进
行了处理，该策略也将在随后章节中详细说明 2.1。

与其他模型 [3, 4]类似，我们也结合了来自非检索基准的数据集，特别是那些与分类、聚类、重排序和语义
文本相似度（STS）相关的MTEB任务。重要的是，我们仅使用训练数据并省去测试数据，以保持评估的完
整性。

对于分类任务，我们使用了一系列基准数据集，包括 AmazonCounterfactualClassification [15] 、AmazonRe-
viewsClassification [16] 、Banking77Classification [17] 、EmotionClassification [18] 、ImdbClassification [19] 、
MTOPIntentClassification [20] 、ToxicConversationsClassification [21] 和 TweetSentimentExtractionClassification
[22]。

我们使用了一系列聚类数据集，例如 ArxivClustering 2 ，BiorxivClustering 3 ，MedrxivClustering 4 ，Twen-
tyNewsgroupsClustering [23]，RedditClustering [24]，StackExchangeClustering [24]。

对于重新排序任务，我们将 SciDocsRR [25]和 StackOverflowDupQuestions [26]纳入我们的训练语料库。此外，
我们还包括三种广泛使用的语义文本相似性数据集的训练划分——STS12 [27]、STS22 [28]和 STS-Benchmark
[28]——以增强模型捕捉细粒度语义关系的能力。

我们在表 ??中总结了训练数据集及每个数据集使用的指令，这些指令改编自之前的工作 [2, 4]。

数据转换 由于公开发布的语义文本相似性（STS）训练数据集有限，我们在这项研究中重新利用自然语言
推理（NLI）数据作为 STS监督的替代。

如图 1所示，我们从一组 NLI句子对开始，每个句子对被标记为“蕴含”、“中性”或“矛盾”。根据原始 NLI
标签，每个句子对被映射到一个近似的相似度得分：蕴含句子对被分配高相似度，矛盾句子对则被视为具有
低相似度的负例，而中性句子对则由于其语义不明确被舍弃。

为了确保与 STS任务格式的一致性，由于语义的模糊性，中性对被丢弃，而保留了蕴含和矛盾对。然后，将
得到的句子对重新格式化以符合标准 STS训练数据的结构，并被纳入对比学习的训练语料库中。还加入了柔
性相似度分数，如 ??节所述。

为了处理单个查询与多个正段落相关联的情况，每个查询-正例对被单独分割成单独的训练实例。例如，如果
一个查询有两个正段落，[“A1”,“A2”]，它被转化为两个不同的例子：query: “A”, positive: “A1”
和 query: “A”, positive: “A2”。之后，应用去重步骤以从数据集中去除冗余的 (query, positive)
对。这个过程通过减少不必要的数据冗余，消除了重复条目，并有助于提高训练效率。

2https://www.kaggle.com/datasets/Cornell-University/arxiv
3https://api.biorxiv.org/
4https://api.medrxiv.org/
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Figure 1: 流程图说明了从自然语言推理（NLI）数据转换为 STS风格训练实例的过程。标记为“蕴含”的句
子对被保留并分配高相似度分数，而“矛盾”对则被转换为具有低相似度分数的负对。由于语义对齐不明确，
标记为“中性”的对被丢弃。生成的实例被重新格式化以匹配 STS输入格式，并用作相似性建模的训练数据。

为了增强我们的嵌入模型的语义区分能力，我们使用检索管道系统生成的相似性评分进行软标签监督。这些
连续值的相关信号作为软目标，指导嵌入模型通过对比学习来学习细微的语义关系。

与提供二进制相关性判断的硬标签不同，软标签通过捕捉教师模型在不同候选项上的置信度，提供了更丰富
的信息。这种方法与最近的理论见解一致：Mandal等人表明，与硬标签训练目标相比，软标签监督使得学生
模型更有效地泛化，并且需要更少的神经元来逼近教师模型的决策边界。

在本研究中，为了进行软标签处理，我们采用了内部开发的检索系统，即 ANNA IR管道，如图 2所示。该
管道集成了词汇检索和语义检索组件，并配有一个重排序器以生成相关性评分。ANNA IR管道是一个两阶
段检索系统。在第一阶段，使用词汇搜索和语义检索（ANNA检索）XMAHTX_1来检索候选段落。该混合
方法确保了对表面层次和语义匹配的覆盖。在第二阶段，使用 ANNA重排序器对检索到的候选段落进行重
新排序，依据与查询的语境对齐分配细粒度相关性评分。最终排序列表用于后续任务或软标签监督。

我们使用三个评分函数来估计查询 q与文档 d之间的相关性：

• 词汇搜索（BM25）：
BM25分数是基于精确的标记重叠计算的，使用的公式为：

Lexical score(d, q) =
n∑

i=1

IDF(qi) ·
f(qi, d) · (k1 + 1)

f(qi, d) + k1 ·
(
1− b+ b · len

avglen

)
• 语义搜索（密集检索）：
语义相似性是通过密集查询和文档嵌入之间的点积来估算的：

Semantic score(q, d) = q · d =

n∑
i=1

qi · di

• 重排序器（交叉编码器）：
细粒度的语义相关性是通过一个交叉编码器模型 fθ 捕获的，该模型将查询和文档都作为输入：

Reranker score(q, d) = fθ([CLS], q, d)
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Figure 2: ANNA IR流程的概述。该系统采用两阶段检索框架。在第一阶段，使用词汇搜索和语义搜索（ANNA
检索）来检索候选段落。在第二阶段，交叉编码器重新排序器通过对查询-文档对进行评分来优化结果以进行
最终排名。

为了整合这些组件的各自排序——分别表示为 L（词汇）、S （语义）和 R（重排序器）——我们采用了互
惠排名融合（RRF）算法 [29]。文档 d的综合得分计算如下：

RRFscoretotal =
∑
l∈L

1

k + l(d)
+

∑
s∈S

1

k + s(d)
+

∑
r∈R

1

k + r(d)

其中 k是一个常数超参数，通常按照原始论文的建议设为 60。

在我们的实现中，我们采用标准的 InfoNCE损失 [30]作为对比训练目标。给定一个查询批次 qi ，它们对应
的正向段落 pi ，以及对应每个查询的一组难例负样本 {ni,j}，损失计算如下：

L = −
N∑
i=1

log exp(sim(qi, pi)/τ)∑N
j=1 exp(sim(qi, ni,j)/τ) + exp(sim(qi, pi)/τ)

其中 sim(·)表示余弦相似度，τ 是温度参数。

通过使用来自强大教师模型的软目标，我们的嵌入模型能够内化教师输出中编码的细粒度语义线索，从而在
多个任务中提高检索性能和鲁棒性。

传统的嵌入模型通常通过使用编码器或语言模型直接对输入文本进行编码来生成表示。虽然这种方法简单且
计算效率高，但缺乏捕捉多样化用户意图和特定领域细微差别的灵活性，从而限制了泛化能力。相比之下，
只有解码器的大型语言模型（LLMs），如Mistral-7B，已展示出充分利用结构化输入中上下文信息的强大能
力。特别是，只有解码器的 LLMs具有强大的上下文学习（ICL）能力，最近的研究探索了有效利用只有解
码器的 LLMs的上下文学习能力的微调方法。

在我们的方法中，我们通过结合结构化的指令以及少量示例来实现上下文感知的嵌入生成。每个查询都通过
任务特定的指令和一组示范对（查询-段落）进行扩充，旨在模拟目标任务的语义。输入序列以一个 [EOS]标
记结束，最终的嵌入从最后一个标记的表示中提取出来。该设计允许模型在不需要进行任何参数更新的情况
下，隐式学习任务格式、意图和输出模式。

形式上，给定一个任务指令 t，支持示例 {(qi, pi)}ki=1 ，以及一个目标查询 q，输入格式如下：

Examples{(qi, pi)}ki=1 + Instruct: { task_definition } + Query

从 [EOS]标记中提取的嵌入结果反映了查询的语义内容及其与任务规范的上下文关联性。

2.1 自适应基于边际的挖掘策略

受现有方法的启发，我们通过应用自适应基于边界的矿业策略来提高对比学习的鲁棒性，并减轻虚假负例的
影响，该策略根据对应正例的相关性得分选择排名前 K的负片段。该方法动态调整负例选择的阈值，确保语
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Model Retrieval Reranking Clustering PairClassification Classification STS Summarization Mean (Task)

# of tasks 10 2 8 3 8 9 1 41

Seed1.5-Embedding 67.45 50.67 60.83 87.39 89.88 87.23 36.44 74.76
gemini-embedding-001 64.35 48.59 59.39 87.70 90.05 85.29 38.28 73.30
Linq-Embed-Mistral 60.14 49.44 54.07 88.44 83.00 84.69 37.26 69.80
jasper_en_vision_language_v1 56.05 50.00 60.52 88.14 90.27 84.37 37.19 71.41
SFR-Embedding-Mistral 59.33 50.15 54.93 88.59 80.47 84.77 36.32 69.31
NV-Embed-v2 62.84 49.61 47.66 88.69 87.19 83.82 35.21 69.81
text-embedding-005 58.77 48.84 51.91 87.62 86.03 85.18 35.05 69.60
text-embedding-004 59.06 48.48 51.52 87.65 86.03 84.84 36.12 69.53
gte-Qwen2-7B-instruct 58.09 50.47 58.97 85.90 88.52 82.69 35.74 70.72
e5-mistral-7b-instruct 57.62 49.78 51.44 88.42 79.85 84.32 36.57 67.97
LG-ANNA-Embedding(Ours) 66.18 49.13 59.25 88.67 89.97 86.69 38.93 74.12

Table 1: 在MTEB English (v2)基准测试中对排名前列的模型的性能比较。模型按博尔达排名进行排序。表格
报告了跨越多个类别的 41个任务的平均分数：检索（10个任务）、重排序（2个）、聚类（8个）、对分类（3
个）、分类（8个）、语义文本相似性（STS，9个）和摘要（1个）。我们的模型在大多数类别中表现出竞争
力，尤其是在检索和摘要方面。

义相似但不相同的片段被排除在训练之外，这些片段通常被错误标记为负例。这样一来，它减少了噪声，并
保留了对有效的嵌入学习至关重要的语义对比信号。

采用 Moreira等人提出的策略 [31]，我们利用 ANNA IR流水线作为教师检索模型，为每个查询识别高质量
的困难负面段落。我们将负面段落的最大允许得分定义为相应正面得分的一个固定比例，应用 95 %的边距。
这可以表示为：

max_negative_score_threshold = positive_score × percentage_of_margin

在训练过程中，得分低于此阈值的负采样将被排除。随后，从排名前 K的负样本中随机选取一个子集，以提
升训练的多样性并减轻对常见干扰项的过拟合。这些策略简单但有效，可以灵活地结合使用。它们共同确保
训练聚焦于难以区分但信息丰富的负样本，从而提高检索准确性和训练稳定性。

我们利用Mistral-7B作为基础模型，并在精选的训练数据集混合上对其进行微调。继 E5-Mistral和 NV-Embed-
v2等先前的工作之后，我们采用Mistral-7B作为我们嵌入框架的主干。

我们对 Mistral-7B模型进行单个 epoch的微调，使用对比损失（如 ??中描述）和 1e-4的学习率，采用热身
阶段然后线性衰减。为了实现高效的参数微调，我们采用低秩适配（LoRA）[32]，设置 LoRA阶数为 64，
LoRA alpha为 32。在检索任务中使用批内负采样，而在其他任务类型中不应用。对于检索数据集的每个实
例，包含 7个难负样本。在检索任务中，通过从 ANNA IR管道中提取相关性分数生成软标签，该管道被作
为教师使用。

评估 MTEB(eng, v2)基准测试是今年新引入的，作为一个仅限英语的评估套件，其设计目的是通过优化任
务选择提高计算效率并减少任务间的相关性 [5]。与多语言变体不同，它通过排除常用于微调的任务来强调
零样本评估。在这项工作中，我们针对MTEB(eng, v2)基准测试评估我们模型的性能。此外，采用 Borda计
数排名方法进行模型比较，遵循MTEB(eng, v2)基准测试的评估协议，因为它提供了对不同任务性能的稳健
汇总 [33]。对于评估，会报告所有任务的平均得分、每类别的平均值和类别加权平均值。在 Borda计数框架
中，每个任务被视为一个投票者，为模型分配优先级排名。最终排名通过汇总这些投票来计算，在出现并列
情况下，应用了锦标赛 Borda计数变体以确保排名的稳定性。

2.2 MTEB结果

表 1展示了七个任务类别的平均性能——分类、聚类、对分类、重新排序、检索、语义文本相似度（STS）
和摘要——将我们的模型与截至 2025年 6月 7日在MTEB排行榜上报告的最先进方法进行比较。

与现有的在 MTEB English (v2)基准测试中排名靠前的模型相比，我们提出的 LG-ANNA-Embedding在多种
任务类别中表现出一致的强大性能。值得注意的是，它在检索 (66.18;第 2名)、STS (86.69;第 2名)、对类分类
(88.67;第 2名)和摘要 (38.93;第 1名)中均取得了高分，在这些类别中名列前茅。特别是，该模型在所有被评
估的系统中获得了最高的摘要分数，超过了像 gemini-embedding-001 (38.28)和 Seed1.5-Embedding (36.44)这
样的更大商业模型。尽管 LG-ANNA-Embedding报告的平均分 (74.12)略低于 Seed1.5-Embedding (74.76)，但
它在整体 Borda排名中超越了 Seed1.5-Embedding，反映出在不同任务类型中更强及更一致的性能。这些结
果表明我们的模型在泛化和任务特定性能之间取得了良好的平衡，特别是在信息检索和摘要方面表现出色。
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在这份报告中，我们提出了 LG-ANNA-Embedding，这是一种用于生成高质量、通用化文本嵌入的统一的、
基于指令的框架，利用的是仅解码器的大型语言模型。通过结合上下文学习、来自高性能检索-重排序管道的
软监督，以及基于自适应边际的硬负样本挖掘，我们的方法有效利用了大型语言模型的内在泛化能力，而无
需进行完整的模型微调或架构更改。

通过在MTEB（英文 v2）基准上的广泛实验，我们的模型在包括检索、分类、聚类、语义相似性和摘要在内
的多种任务中表现出强大而一致的性能。值得注意的是，它在 Borda排名中名列前茅，显示出其在 IR和非
IR环境中的强大泛化能力，并且虽然相比更大的商业基准，模型体积较小，却在总结任务中排名第一。

这些发现强调了结构化提示和细粒度监督在可扩展嵌入生成中的价值。我们的方法突出了未来嵌入系统的一
个有前途的方向，这些系统优先考虑效率、适应性和泛化，从而为搜索、推荐和语言理解等更广泛的实际应
用做出贡献。

我们希望这项工作能够鼓励大家在实际服务中进一步探索统一嵌入模型的应用，为基于 LLM的解决方案的
可扩展和高效部署铺平道路。
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B

B 模型许可证

B.1

LG-ANNA-嵌入模型许可证：Apache 2.0和 CC BY-NC 4.0

本许可协议（“协议”）由您（“被许可方”）与 LG 管理开发研究院有限公司（“许可方”）签订，管理对
LG-ANNA-Embedding模型（“模型”）的使用。通过下载、安装、复制或使用该模型，您同意遵守并受本协
议条款的约束。如果您不同意所有条款，则不得下载、安装、复制或使用该模型。此协议构成被许可方与许
可方之间具有约束力的法律协议。

LG-ANNA-Embedding模型的软件组件遵循 Apache License 2.0许可协议发布，数据和模型权重遵循知识共享
署名-非商业性使用 4.0国际许可协议（CC BY-NC 4.0）发布。详细信息请参考完整的许可文本：

• https://www.apache.org/licenses/LICENSE-2.0
• https://creativecommons.org/licenses/by-nc/4.0/
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