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Abstract
人类活动识别（HAR）常常受到标记数据集稀缺的限制，这主
要是因为现实世界中数据收集的高成本和复杂性。为了解决
这个问题，最近的工作探索了通过跨模态传输生成虚拟惯性
测量单元（IMU）数据。尽管基于视频和基于语言的管道都显
示出潜力，但它们在假设和计算成本上有所不同。此外，它们
相对于传统传感器级数据增强的有效性尚不明确。在本文中，
我们对这两种虚拟 IMU生成方法与经典数据增强技术进行了
直接比较。我们构建了一个大规模的虚拟 IMU数据集，涵盖
了从 Kinetics-400中提取的 100种多样化活动，并在 22个身体
位置模拟传感器信号。使用四种流行的模型，在基准 HAR数
据集（UTD-MHAD、PAMAP2、HAD-AW）上评估这三种数据
生成策略。结果表明，虚拟 IMU数据在有限数据条件下尤其
显著地提升了性能，相较于仅使用真实或增强数据。在文中，
我们提供了关于选择数据生成策略的实用指导，并强调了每
种方法的独特优劣势。
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1 介绍
人类活动识别 (HAR)中的一个持续挑战是缺乏大规模、详细
注释的 IMU数据集。收集此类数据成本高且劳动密集，需要
精确的传感器放置、多样化的参与者招募和人工标注，这往往
导致数据集的活动覆盖范围有限且传感器设置受限 [7]。因此，
在这些数据集上训练的模型通常在用户和环境之间的泛化能
力较差，阻碍了实际应用 [30]。
为了解决标记 IMU数据集稀缺的问题，最近的研究探索了

跨模态迁移技术，通过更丰富的来源如视频和文本生成虚拟
IMU 数据。基于视频的方法如 IMUTube [18, 19] ，将活动的
2D RGB视频——来源于 YouTube等平台或如 Kinetics-400 [16]
等数据集——通过姿态估计和生物机械信号建模转化为虚拟
IMU信号。相反，基于文本的流程如 IMUGPT [20, 22]利用大
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型语言模型（LLMs）和文本到动作模型如 T2M-GPT [44]，从
自然语言描述中合成人体动作，生成语义多样的虚拟 IMU数
据。虽然两种方法在扩展性上远超传统 IMU数据集，但它们
在基本假设和计算需求上存在差异。
跨模态迁移方法可以被理解为数据增强的一种替代形式，

它通过外部模态（如文本或视频）合成新的训练样本，而不是
修改现有的 IMU信号。通过生成反映活动多样性变化的虚拟
IMU数据，这些方法丰富了训练数据，并在与现实世界数据一
起使用时可以提升下游的人体动作识别（HAR）性能。虽然基
于文本和视频的流程已经分别展示了各自的优势，但它们尚
未在一起进行评估。目前，没有研究直接比较这两种方法。此
外，尽管它们与传统传感器级数据增强有共同的目标，跨模态
方法尚未系统地与其进行对标分析。这种缺乏比较的分析使
得从业者在选择提升 HAR模型的策略时缺乏指导。
在本文中，我们比较了这三种用于大规模 IMU数据生成的

方法。我们的结果表明，与仅使用真实数据或传统数据增强进
行训练相比，结合虚拟 IMU数据可以持续提高模型性能，特
别是在真实数据稀缺的情况下。视频生成的虚拟 IMU数据通
常提供更准确的运动信息，而文本生成的虚拟 IMU数据则贡
献了语义和上下文的多样性；结合两者能使模型达到最佳性
能。此外，我们发现虚拟 IMU数据极大地惠及表现不足的活
动类别，并能帮助缓解类别不平衡问题。我们的研究结果突出
了跨模态传递方法的实际优势，并提供了关于如何利用它们
的互补优势来进行可扩展的 HAR（人类活动识别）的见解。
我们的主要贡献是：

(1) 我们生成了一个大规模的虚拟 IMU数据集，涵盖了来自
Kinetics-400的 100种不同的人类活动，在 22个不同的
传感器位置生成了模拟信号。该数据集将在获得接受后
公开提供。

(2) 我们在三个 HAR数据集上评估了三种数据生成方法—
经典的传感器级增强，使用 IMUTube的视频虚拟 IMU
数据生成，以及使用 IMUGPT的文本虚拟 IMU数据生
成：PAMAP2 [32]，HAD-AW [25]，和 UTD-MHAD [4]。

(3) 我们为研究人员和从业者提供实用指南，以便在资源限
制、所需活动复杂性和部署场景的基础上选择最合适的
数据生成技术。

2 相关工作
2.1 人类活动识别
HAR传统上依赖于活动识别链（ARC），包括记录、信号处理、
分割、特征提取和分类。早期的方法采用经典的机器学习模
型，这些模型是在手工提取的时间域和频域统计特征上训练
的。
随着深度学习的兴起，直接处理原始传感器信号的端到端

模型变得普遍。卷积神经网络（CNNs）[26]，长短期记忆网络
（LSTMs）[8]，以及混合架构如 DeepConvLSTM [29, 35]，带注
意力机制的 BiLSTM [42]，以及基于 transformer的模型 [11]，
通过捕捉局部时间动态、长程依赖关系和通道间关系，达到了
最先进的结果。
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然而，这些有监督的深度学习方法需要大量标注数据才能
有效地执行 [30]。为减轻这种依赖性，出现了替代学习范式。
自监督学习（SSL）框架通过使用辅助目标（如对比预测或
时间排序）进行预训练，然后在有限的标注数据上进行微调
[5, 6, 14, 27]。迁移学习通过将一个领域或用户群中学习的表
示适应到新环境中，进一步扩展了模型的泛化能力 [3, 10, 36]。
在这些方向的基础上，我们的工作研究了跨模态传输技术

生成替代模态虚拟 IMU数据的有效性。

2.2 跨模态转换
跨模态传输方法旨在通过利用来自其他传感模态的现有标注
数据集来解决标注 IMU数据集的稀缺性。其核心思想是将来
自源模态的数据——如视频 [18, 19, 24, 33]、文本 [20, 22]或动
作捕捉 [37, 38]——转换为虚拟 IMU信号。
视频方法的一个突出的例子是 IMUTube [18, 19]，它将二维

视频转换为虚拟的 IMU数据。该方法首先从视频中提取 2D和
3D的人体姿势，然后估计关节旋转和全身运动，由此生成虚
拟 IMU信号。这个流程支持从公开的视频来源（例如 YouTube）
或大型视频数据集（如 Kinetics-400 [16]）中进行可扩展的数
据生成。生成的虚拟 IMU数据已被证明显著提升了下游 HAR
模型的性能，特别是在涉及大规模移动的活动中，如移动或健
身练习。然而，后续的评估显示，对于涉及细微动作的活动，
例如驾驶 [21]，其益处较为有限。
与此同时，基于文本的方法，例如 IMUGPT [20, 22]，利用

大型语言模型 (LLM)生成日常活动的多样化文本描述。使用文
本到动作的模型，这些文本描述随后被转换为 3D动作序列，
并最终成为虚拟 IMU信号。文本提示的多样性旨在反映人类
在现实生活中执行活动的多种方式。将模型训练在这一多样
化的虚拟 IMU信号集上，可以提升活动识别的泛化能力和鲁
棒性。
视频和文本两种方法在提高模型性能方面都显示出潜力，

特别是在真实 IMU数据稀少或不平衡的情况下。然而，现有
的评估都是分别考察这些不同的方式，使得直接比较变得困
难。这项工作首次在一致的实验设置下，对视频和文本的虚拟
IMU生成方法进行了正面对比的评估，从而能够更严格地评
估它们的相对有效性。

2.3 数据增强
数据增强是一种广泛使用的策略，通过合成增加训练数据的
多样性来提高模型泛化能力。在计算机视觉中，常见的转换包
括裁剪、旋转、翻转和彩色抖动 [34]，而基于传感器的 HAR
则采用了设计用于干扰从而增强传感器信号的领域特定增强
技术。
典型的 IMU信号增强方法包括坐标轴置换、添加高斯噪声、

时间扭曲、信号缩放和旋转变换。这些方法给输入信号引入了
可控的变化，并已被证明可以提高模型对跨个体和个体内变
异性的鲁棒性 [2, 9, 12, 26]。除了这些传统方法外，一些研究
还探索了使用生成对抗网络（GANs）来合成全新的传感器数
据作为一种数据增强形式 [15, 23]。然而，总体而言，这种方
法的成功仅为中等或不成功。
在本研究中，我们直接比较了经典的数据增强方法和两种

跨模态迁移管道——IMUTube和 IMUGPT，以评估它们对下游
HAR模型性能的各自优势。

3 跨模态迁移和数据增强的比较研究
本文展示了一项比较研究，旨在评估三种用于扩展 HAR训练
数据的方法：(1)基于文本的跨模态转移（IMUGPT）；(2)基于
视频的跨模态转移（IMUTube）；以及 (3)经典的传感器级数

据增强。我们使用 (1)和 (2)生成了大规模的虚拟 IMU数据集，
并通过对三个现实世界数据集中的四个 HAR模型进行训练和
评估，与传统的增强技术进行比较。Figure 1提供了我们研究
的概述。

3.1 大规模虚拟 IMU数据生成
为了构建我们的大规模标记虚拟 IMU 数据集，我们利用了
Kinetics-400 数据集 [16] 作为参考视频源。Kinetics-400 包含
400种多样的人体动作类别，每种类别由 200到 700个视频片
段表示，最初是为了支持基于视频的人体动作识别模型的训
练而收集的。
从 Kinetics-400数据集中，我们选择了 100个动作类别的子

集，作为我们虚拟 IMU数据集的基础，旨在捕捉多样化的人
类活动，同时保持在我们的计算限制范围内。为了确保选择的
代表性和平衡性，我们首先将这 400个类别分为更广泛的语义
类别，如体育、日常活动、职业任务和社交互动。在每个类别
中，我们选择那些与现有 HAR数据集中常见活动最大重叠的
动作类别。这种方法使我们能够关注那些在语义上有意义且
对基于传感器的识别有相关性的类别。
为了生成这些活动的虚拟 IMU数据，我们采用了两种方法：

一种基于文本描述，另一种基于视频输入（详细信息如下所
示）。然后，我们比较了使用这两种方法生成的数据来提高下
游 HAR模型性能的效用。
3.1.1 基于文本的虚拟 IMU数据生成 为了生成基于文本的虚
拟 IMU数据，我们采用了 IMUGPT流程 [20, 22]，该流程可以
通过自动生成人类活动的自然语言描述，自主生成虚拟 IMU
数据，然后将文本描述转换为 3D运动，随后生成虚拟 IMU数
据。核心思想是通过首先为每个活动类别生成多样化的文本
描述集合，并将这些文本描述转换为运动序列，从而捕捉活动
执行方式中固有的变动性。
对于每个活动，我们使用 GPT-4o [28]生成了 500个简短且

多样化的描述（≤ 15 词），这些描述描绘了活动可能如何进
行。文本描述生成过程是通过少样本提示策略指导的，在这
个策略中，我们向 LLM提供了示例描述和高层次的指导（例
如，̀`the activity should involve only a single person,
with minimal environmental detail''）。
生成的文本描述随后传递给运动合成模型 T2M-GPT [44] ，

以产生 3D人体运动序列。T2M-GPT首先通过 CLIP [31]嵌入
文本，然后使用嵌入，变压器自回归地生成代码索引，这些索
引随后通过一个学习的代码本解码为潜在向量。一个学习的
解码器将这些潜在表示映射到包含 22个人体关节的 3D位置
的运动序列。每个生成的文本描述被转换为一个运动序列（持
续五到十秒），具体长度取决于变压器生成终止标记的时间。
我们使用逆运动学 [40] 估计了关节旋转，其中骨盆为根

关节，这遵循了 3D 人体姿态估计中的惯例。利用这些旋转
和根关节的平移，我们使用 IMUSim [41]模拟虚拟 IMU信号。
IMUSim为每个关节计算线性加速度和角速度，并引入真实的
传感器噪声。通过这种方式，我们为如 Figure 1所示的身体 22
个选定传感器位置生成了虚拟 IMU数据。我们将由此产生的
虚拟 IMU数据集称为虚拟 IMUGPT数据集。
为了生成基于视频的虚拟 IMU数据，我们使用了 IMUTube

管道 [17, 18]。对于每个选定的活动类别，我们从 Kinetics-400
数据集中获取相应的视频片段，并通过 IMUTube进行处理。由
于许多剪辑包含遮挡、跟踪错误或不稳定相机运动的片段，我
们首先应用了一个自适应视频选择模块 [19]来过滤掉低质量
片段。该模块会自动删除包含无关内容、扭曲或不完整姿态、
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Figure 1:对数据进行缩放的三种方法概述。

遮挡或显著前景/背景移动的序列，以确保仅保留适合姿态跟
踪的片段。
经过筛选的视频片段随后被传递到主要的 IMUTube 管道。

首先，使用基于转换器的二维姿势估计模型 ViTPose [39]，从
每一帧中提取二维人体姿势。这些二维姿势随后使用最先进
的三维姿势估计模型 MixSTE [43]提升到三维。接下来，通过
三维场景重建技术 [45]估计相机自运动。结合重建的三维姿
势和估计的相机运动，IMUTube恢复了主体在空间中的全局
运动轨迹。
与 IMUGPT一样，我们使用 IMUSim [41]来模拟虚拟 IMU传

感器读数。虚拟 IMU数据是从人体的 22个指定关节位置提取
的，如 Figure 1所示。从现在开始，我们将把这个生成的数据
集称为虚拟 IMUTube数据集。
对于给定的传感器数据段，我们应用三种形式的传感器级

数据增强。每个数据段表示为一个矩阵 𝑿 ∈ R𝑇×𝐶 ，其中 𝑇 是
段中的样本数量，𝐶 是总通道数量。每个三轴传感器贡献了 3
个通道，即𝐶 = 3𝑆 ，其中 𝑆 是传感器的数量。我们应用的三种
数据增强形式如下所示：

(1) 旋转增强。对于每个传感器 𝑠 ∈ {1, . . . , 𝑆}，我们提取相
应的三轴数据 𝑿 (𝑠 ) ∈ R𝑇×3 ，并应用绕 z轴的固定旋转。
旋转矩阵定义为：

𝑹𝑧 =


cos(𝜃 ) − sin(𝜃 ) 0
sin(𝜃 ) cos(𝜃 ) 0

0 0 1

 , with 𝜃 =
𝜋

6
.

然后为每个传感器计算旋转后的信号：

𝑿 (𝑠 )
rot = 𝑿 (𝑠 ) · 𝑹⊤

𝑧 .

所有旋转后的传感器信号被连接以形成 𝑿rot ∈ R𝑇×𝐶 。
(2) 高斯噪声注入。我们添加从 N(0, 𝜎2) 中采样的元素级高
斯噪声，标准差为 𝜎 = 0.05，得到：

𝑿noise = 𝑿 + 𝝐, 𝝐 ∼ N(0, 0.052) .

(3) 传感器偏差模拟。为了模拟校准漂移或偏差，我们添
加一个常数偏移 𝒃 ∈ R1×𝐶 ，其中每个分量从均匀分布
U(−0.1, 0.1) 中采样。偏差增强后的信号为：

𝑿bias = 𝑿 + 1𝑇 · 𝒃,

Table 1: 训练数据集的大小（以分钟为单位）。IMUGPT 和
IMUTube指的是虚拟数据集的子集，只包含与每个真实数据
集重叠的活动。Real Augmented表示应用数据增强后的大小。

Datasets Real IMUGPT IMUTube Real Augmented
UTD-MHAD 21 544 196 85
PAMAP2 53 272 42 212
HAD-AW 399 943 255 1,595

，其中 1𝑇 ∈ R𝑇×1 是一个全为 1的向量，用于在所有时
间步长上广播偏差。

对于给定的真实 IMU数据集，增强应用于通过滑动窗口方
法获得的所有分段传感器窗口。最终的训练数据集包括 𝑿 、
𝑿rot 、𝑿noise 和 𝑿bias ，它们沿批量维度连接用于训练。

3.2 数据集
我们使用了三个公开可用的 HAR 数据集进行实验：UTD-
MHAD [4]、PAMAP2 [32]和 HAD-AW [25]。UTD-MHAD数据
集包含来自八个受试者执行 27种活动的记录，每种活动每个
受试者重复四次。IMU传感器在六项下半身活动中被放置在右
腿上，剩下的 21项上半身活动中则放置在右手腕上。PAMAP2
数据集包括来自 9个受试者执行 18种不同活动的数据，他们
佩戴了三个分别置于胸部、惯用手腕和惯用踝部的 IMU传感
器。HAD-AW数据集包含来自 16名受试者的记录，每人佩戴
一块 Apple Watch Series One在右手腕上进行了 31项活动，每
项活动进行了十次。
对于每个数据集，我们仅选择与可在 Kinetics-400数据集中

获得的活动重叠的活动，以确保生成的虚拟 IMU数据集包含
这些活动的数据。最终的活动集列在 Table 2中。我们将所有
真实的 IMU记录降采样到 20 Hz，以匹配虚拟 IMU数据的采
样率。

3.3 实验设置
3.3.1 分类模型 我们在 HAR研究社区中使用四个常用模型进
行研究：随机森林分类器、DeepConvLSTM [29]、带有自注意
力的 DeepConvLSTM [35]和带有注意力的 Bi-LSTM [42]。为了
对 IMU数据进行分段，我们采用滑动窗口方法，窗口大小为两
秒，相邻段之间有一秒的重叠。随机森林模型在 ECDF特征上
训练 [13]，包括从窗口中提取的 15个组件。DeepConvLSTM、
带有自注意力的 DeepConvLSTM 和带有注意力的 BiLSTM 直
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Table 2:从每个数据集中选择与 Kinetics-400中存在的活动类
别重叠的活动类。

Dataset Selected Activity Classes

HAD-AW Riding a bike, Dancing ballet, Drawing, Driving
car, Eating burger, Playing piano, Playing guitar,
Jogging, Using computer, Washing hands, Writ-
ing, Playing violin, Taking a shower, Making bed

PAMAP2 Walking, Jogging, Biking, Using computer, Fold-
ing clothes

UTD-MHAD Clapping, Throwing ball, Shooting basketball,
Drawing, Boxing, Hitting baseball, Hitting ten-
nis ball, Push, Jogging, Walking, Squat

接在原始 IMU信号上训练，Adam优化器用于训练最多 30个
周期，学习率通过 ReduceLROnPlateau调度器动态调整 [1]。
通过网格搜索选择超参数，包括学习率（范围从 10−6到 10−2

）和权重衰减（从 10−4到 10−3）。对于 UTD-MHAD和 PAMAP
数据集，我们对所有三个模型进行逐个主题的交叉验证。而对
于 HAD-AW数据集，由于发布的数据集中并不是所有受试者
都执行了完整的活动集，我们采用 5折分层交叉验证。对每个
模型的交叉验证使用不同的随机种子重复三次，我们报告这
些运行的平均宏 F1得分及其标准差。
3.3.2 训练配置 我们评估以下训练配置：

(1) 仅真实数据：模型仅在真实 IMU训练数据集上进行训
练。

(2) Real + IMUGPT：训练集由真实 IMU训练数据集与虚拟
IMU-GPT 数据集的一个子集组合而成。该子集仅包括
与真实数据集中相同活动和传感器位置相对应的数据样
本。

(3) Real + IMUTube: 类似于以上配置，此配置将真实 IMU
训练数据集与虚拟 IMUTube数据集的一个子集相结合，
子集是通过活动类型和传感器放置位置匹配的。

(4) Real + IMUGPT + IMUTube：该模型在一个组合数据集上
进行训练，该数据集由真实 IMU数据以及虚拟 IMUGPT
和虚拟 IMUTube数据集的子集组成，这些子集在活动
和传感器位置方面对齐。

(5) 真实 +增强：训练数据集仅包括真实的 IMU训练数据，
并应用了数据增强技术。

对于每种训练配置，我们还进行了实验，仅使用 10 %的真
实 IMU训练数据，以模拟获取标记 IMU数据受限的情形。在
所有情况下，评估均在未修改的真实 IMU测试集上进行。

3.4 结果
Table 3显示了在使用完整的真实 IMU训练数据集时，各种训
练配置的模型性能。使用完整的真实数据集时，我们发现将虚
拟 IMU数据——特别是使用虚拟 IMUTube数据集或同时结合
虚拟 IMUTube和虚拟 IMUGPT数据集——一般会导致下游模
型性能的最大提升，特别是在 PAMAP2和 UTD-MHAD上。

(1) PAMAP2:虚拟数据集 IMUTube和 IMUGPT的结合带来
了最一致的性能提升。使用自注意力机制的 DeepConvL-
STM模型在 Real + IMUGPT + IMUTube数据上训练，获
得了最佳的宏观 F1分数，为 90.29 %，相较于仅在 Real、
Real + Augmentation、Real + IMUGPT和 Real + IMUTube
数据上训练，分别实现了 26.4 %、44.83 %、7.1 %和 9.3
%的相对提升。

Table 3:使用完整真实数据的模型性能比较（宏观 F1）。绿色
阴影表示每个数据集和模型组合的最佳训练配置。

UTD-MHAD PAMAP2 HAD-AW
Random Forest Classifier

Real Only 65.26 ± 0.34 48.09 ± 1.68 55.68 ± 0.22
Real + IMUGPT 63.41 ± 0.49 66.22 ± 2.34 53.19 ± 0.07
Real + IMUTube 66.65 ± 0.41 86.46 ± 2.38 54.64 ± 0.10
Real + IMUGPT + IMUTube 65.06 ± 0.51 88.35 ± 2.28 52.94 ± 0.27
Real + Augmentation 67.37 ± 0.62 47.60 ± 1.78 55.34 ± 0.19

DeepConvLSTM

Real Only 51.36 ± 1.19 48.47 ± 9.11 66.53 ± 0.20
Real + IMUGPT 52.47 ± 0.29 74.01 ± 0.54 64.54 ± 0.16
Real + IMUTube 54.23 ± 0.21 82.48 ± 3.18 65.18 ± 0.37
Real + IMUGPT + IMUTube 52.09 ± 0.26 86.59 ± 0.88 63.85 ± 0.36
Real + Augmentation 57.33 ± 1.00 55.84 ± 0.31 67.15 ± 0.33

DeepConvLSTM with Self-Attention

Real Only 51.86 ± 0.67 71.42 ± 1.81 67.79 ± 0.11
Real + IMUGPT 49.82 ± 0.52 84.31 ± 4.74 65.63 ± 0.23
Real + IMUTube 57.37 ± 0.46 82.64 ± 2.11 65.94 ± 0.30
Real + IMUGPT + IMUTube 49.30 ± 0.54 90.29 ± 0.65 64.65 ± 0.23
Real + Augmentation 58.26 ± 1.69 62.34 ± 4.71 67.71 ± 0.36

BiLSTM with Attention

Real Only 78.57 ± 0.18 31.07 ± 2.43 89.49 ± 0.25
Real + IMUGPT 60.09 ± 1.49 47.90 ± 8.70 82.70 ± 0.28
Real + IMUTube 84.51 ± 1.99 52.39 ± 6.53 81.19 ± 0.30
Real + IMUGPT + IMUTube 64.33 ± 7.17 69.37 ± 9.88 81.28 ± 0.27
Real + Augmentation 78.82 ± 0.78 35.58 ± 3.81 89.51 ± 0.22

(2) UTD-MHAD：对于随机森林分类器和 DeepConvLSTM
变体，在 Real + IMUTube 和 Real + Augmentation 上训
练产生了可比的性能。然而，对于 BiLSTM注意力模型，
Real + IMUTube上的训练实现了最高的宏观 F1得分为
84.51 %，分别比 Real Only, Real + Augmentation, Real +
IMUGPT,和 Real + IMUGPT + IMUTube提高了 7.6 %, 7.2
%, 40.6 %和 31.4 %。

(3) HAD-AW：在所有训练配置中，性能相对稳定。添加虚
拟 IMU数据或应用数据增强技术相比单独使用未修改
的真实 IMU数据并没有带来显著的改进。

当仅使用真实 IMU训练数据集的 10 %时，Table 4总结了模
型在不同训练配置下的性能。总体而言，整合虚拟 IMU数据
——尤其是来自 IMUTube数据集或同时使用两个虚拟 IMU数
据集——在所有模型和数据集上都带来了最大的改进。

(1) PAMAP2:通过在 Real + IMUGPT + IMUTube上训练的模
型始终获得了最佳性能。例如，在这种配置上训练的
DeepConvLSTM模型获得了最高的宏观 F1分数 91.08 %，
相较于仅 Real、Real + Augmentation、Real + IMUGPT和
Real + IMUTube 分别显示出相对提高 217.1 %、132.1 %、
17.9 %和 15.4 %。

(2) UTD-MHAD：尽管由于真实 IMU训练数据减少，总体
得分较低，但使用虚拟 IMUTube数据集训练的模型——
无论是单独使用还是与虚拟 IMUGPT数据结合使用——
仍然优于其他配置。在真实数据加 IMUTube数据上训
练的随机森林分类器获得了最高的宏 F1得分 61.48 %，
分别比仅使用真实数据、真实数据加增强、真实数据加
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Figure 2:不同训练配置下，带有自注意力机制的 DeepConvLSTM模型在 PAMAP2数据集上的类别宏 F1得分。

Table 4:使用真实数据的 10 %进行模型性能（宏 F1）的比较。
绿色阴影表示每个数据集的最佳训练配置。

UTD-MHAD PAMAP2 HAD-AW
Random Forest Classifier

Real Only 36.13 ± 1.16 42.09 ± 4.89 33.88 ± 0.49
Real + IMUGPT 50.64 ± 0.38 77.22 ± 1.44 36.29 ± 0.37
Real + IMUTube 61.48 ± 0.69 85.30 ± 0.15 37.45 ± 0.37
Real + IMUGPT + IMUTUBE 60.65 ± 0.58 87.92 ± 2.01 39.23 ± 0.18
Real + Augmentation 53.82 ± 0.65 51.86 ± 7.35 33.80 ± 0.21

DeepConvLSTM

Real Only 12.95 ± 1.19 28.72 ± 6.05 31.35 ± 0.05
Real + IMUGPT 30.71 ± 0.78 77.24 ± 2.27 34.58 ± 0.47
Real + IMUTube 36.40 ± 0.24 78.93 ± 2.02 37.86 ± 0.16
Real + IMUGPT + IMUTube 37.21 ± 0.44 91.08 ± 1.55 38.50 ± 0.38
Real + Augmentation 15.57 ± 4.12 39.57 ± 2.57 31.05 ± 0.04

DeepConvLSTM with Self-Attention

Real Only 19.24 ± 0.22 37.34 ± 9.82 37.02 ± 0.35
Real + IMUGPT 29.39 ± 1.15 86.36 ± 3.16 36.88 ± 0.33
Real + IMUTube 40.92 ± 0.57 87.88 ± 0.16 40.52 ± 0.09
Real + IMUGPT + IMUTube 33.92 ± 0.41 90.27 ± 0.58 38.99 ± 0.19
Real + Augmentation 23.05 ± 1.66 54.07 ± 6.32 36.80 ± 0.48

BiLSTM with Attention

Real Only 9.47 ± 0.90 20.90 ± 6.29 51.53 ± 0.30
Real + IMUGPT 12.61 ± 2.23 50.58 ± 3.02 45.81 ± 0.22
Real + IMUTube 37.42 ± 0.42 66.79 ± 7.16 52.88 ± 0.20
Real + IMUGPT+IMUTUBE 14.42 ± 1.22 59.64 ± 2.35 45.41 ± 0.25
Real + Augmentation 11.23 ± 0.55 28.43 ± 6.54 47.93 ± 0.28

IMUGPT 以及真实数据加 IMUGPT 和 IMUTube 提高了
70.2 %、14.2 %、21.4 %和 1.4 %。

(3) HAD-AW:性能提升较为温和但一致。使用Real + IMUGPT
+ IMUTube或 Real + IMUTube的配置在大多数模型中实
现了最高的宏 F1分数，这表明当真实数据稀缺时，虚拟
IMU数据变得尤其有利。

在完整和有限（10 %）的真实数据训练环境中，评估了三种
数据扩展策略——IMUTube、IMUGPT和经典数据增强——与
仅在真实 IMU数据上训练的模型进行比较。通过 IMUTube和
IMUGPT生成的虚拟 IMU数据在各种数据集和训练条件下始
终显著提升了模型性能。相比之下，经典数据增强产生了混合

结果，并未能一直优于仅使用真实数据的基线，凸显了基于扰
动技术在扩展数据多样性方面的局限性。

跨模态与经典增强。跨模态传输技术通常比经典的传感器
级数据增强产生更大的性能提升。例如，在 PAMAP2数据集
中，结合来自 IMUGPT和 IMUTube的虚拟 IMU数据，相对于
仅使用真实数据的基线，其宏 F1的相对提升达到 78 %，而经
典增强仅有 4 %的提升。在低数据条件下（10 %实际数据），这
种性能差距进一步扩大，其中 IMUGPT+IMUTube实现了 163.3
%的提升，而数据增强只有 35.5 %。这些结果表明，跨模态方
法提供了比简单扰动现有信号所能实现的更丰富的数据多样
性和语义。
在两个虚拟 IMU数据源中，IMUTube始终比 IMUGPT表现

稍好，特别是在有更复杂体育活动的数据集上。例如，在包
含完整数据的 PAMAP2上，Real+IMUTube提供了 58.08%的增
益，而 Real+IMUGPT为 40.65%。这可能是因为基于视频的姿
态估计可以从视频中捕捉详细且真实的运动，而与之相比，基
于文本的运动合成做不到。然而，将 IMUGPT和 IMUTube结
合使用通常比单独使用任何一个取得更好的效果，这表明它
们可以互为补充——IMUGPT 通过多样的生成文本描述丰富
了多样性，而 IMUTube则提供准确的运动模式。
尽管所有数据扩展方法在完整和有限的真实数据状态下都

有益，但在 10 %条件下，它们的相对有效性被放大。表现最佳
的配置相对于仅使用真实数据的基线，以 10 %的数据获得了
平均 116.9 %的提升，而在完整数据下仅有 28.8 %的改进。这
强调了在真实 IMU数据量有限的情况下，额外训练数据的重
要性。

特定类别改进。除了整体性能提升，合成数据显著增强了特
定活动类别的表现。图 2展示了 PAMAP2各个训练配置的每
类 F1分数。我们观察到在骑自行车、使用电脑和折叠衣服等
活动中有明显的收益，而这些活动中仅使用真实数据的模型
表现较差。这些任务涉及的动作可能难以从有限的真实数据
中泛化。添加虚拟 IMU信号——尤其是来自 IMUGPT，提供了
多样的活动描述——帮助提升了这些类别的表现，表明虚拟
IMU数据可以帮助缓解类别不平衡或代表性不足的问题。
从部署的角度来看，各种方法的计算成本差异显著。经典的

数据增强在计算上几乎可以忽略。在Nvidia A6000上，IMUGPT
生成 10秒的虚拟 IMU数据大约需要 10秒。相比之下，IMUTube
生成相同输出时长大约需要 5分钟。鉴于这些取舍，我们建议
对于计算或视频资源有限的从业者，IMUGPT是一个实用的起
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点。对于那些可以使用更多资源的人，将 IMUTube和 IMUGPT
结合使用将提供最大的益处并产生最强健的模型。

4 结论
本文对经典的数据增强方法和两种跨模态迁移方法——IMUGPT
和 IMUTube——在虚拟 IMU数据生成中的应用进行了比较研
究。我们生成了一个横跨 100个活动的大型虚拟 IMU数据集，
并在三个数据集和四个模型上对这些方法进行了评估。结果
显示，虚拟 IMU数据在低数据情况下始终优于仅使用真实数
据和增强数据的基线。IMUTube提供了更准确的运动信息，而
IMUGPT则有助于更广泛的数据多样性；二者结合往往会产生
最佳表现。我们的研究结果为选择数据生成策略提供了实践
指导，并强调了虚拟 IMU数据在扩展 HAR中的价值。
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